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Resumen 
 

La disminución del tamaño de los almacenes y de los niveles de productos en stock, fórmulas que 
podrían abaratar los costes logísticos a lo largo de una cadena o red de suministro, encuentran 
un obstáculo importante en el denominado efecto bullwhip, que asimismo transmite gran 
incertidumbre en el área de producción. Las soluciones tradicionales abarcan desde el uso de las 
tecnologías de la información para el intercambio de datos sobre la demanda, hasta la 
centralización del control de los inventarios. A diferencia de estas estrategias, la solución 
propuesta en este artículo podría ser utilizada independientemente por los distintos miembros de 
la cadena, presentando las ventajas de la previsión de la demanda mediante algoritmos genéticos, 
la metodología de Box-Jenkins y el uso de medidores del efecto bullwhip, y la potencia de análisis 
de las redes neuronales artificiales y las herramientas de simulación, todo ello coordinado 
mediante sistemas multi-agente que añaden al conjunto capacidades de planificación, aprendizaje 
y comunicación. A lo largo del artículo se estudia el efecto bullwhip mediante inteligencia 
distribuida, logrando disminuirlo en diferentes series temporales a las que se aplica el algoritmo 
genético. 
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1. Introducción 
 
El trabajo, está dividido en cinco apartados: En el primero, se realiza una somera descripción 
del efecto bullwhip y se presenta la estructura en red de agentes, y el modelo general que los 
soporta. En el segundo apartado se describen los algoritmos genéticos como dispositivos que 
aportarán inteligencia al modelo. En el tercer apartado se exponen los ejemplos numéricos y 
en el último apartado se presentan las conclusiones. 
 
1.1. Antecedentes y efecto bullwhip. 
 
El estudio del efecto bullwhip, también llamado efecto látigo o efecto Forrester, ha sido una 
fructífera subárea de investigación en el estudio de la logística. El primer precedente formal 
del efecto bullwhip se atribuye al propio Forrester (1961), y fue ampliado con posterioridad 
por Sterman (1989, 1992, 1995), con el famoso ejemplo del juego de la cerveza que se 
practica en muchas Escuelas de Negocios. Según Sterman el efecto bullwhip se origina desde 
la solución no óptima adoptada por los miembros de la cadena de suministro al considerar sus 
estrategias, no como un conjunto, sino como una suma de individualidades; de esta manera, 
las variaciones registradas en la demanda de los consumidores finales se trasladan en el 
sentido inverso de la cadena de suministro, multiplicando  sus efectos en cada cambio de 
nivel. Kaminsky y Simchi-Levi (1998) desarrollaron diferentes versiones informáticas del 



juego de la cerveza ilustrando tres efectos interrelacionados en la cadena de suministro: el 
efecto bullwhip, el efecto centralización y el efecto tiempo de suministro.  
 
Diferentes estudios económicos ponen en cuestión las razones por las que se produce dicho 
efecto al tomar decisiones racionales para evitar la ruptura de stocks, y al intentar mitigar la 
incertidumbre de la demanda (Blanchard (1983), Blinder (1986), West (1986), Kahn (1987)). 
Lee, Padmanabhan y Whang (1997) estudiaron el problema, aplicando modelos analíticos, y 
concluyeron en la existencia de cuatro razones fundamentales por las que se producía el 
efecto bullwhip: errores en las previsiones, temor a faltas de productos, inadecuada 
lotificación y fluctuaciones en los precios.  
 
En trabajos recientes Cachon y Lariviere (1999) estudiaron el efecto de la escasez; Kelle y 
Milne (1999) y Cachon (1999) estudiaron el efecto de la notificación; Drezner et al. (1996), 
Baganha y Cohen (1998), Graves (1999), Chen et al. (2000), Aviv (2001, 2003) y 
Dejonckheere et al (2003) estudiaron los errores de demanda. Sin embargo, los autores más 
prolíficos en este tema y en relación con el efecto bullwhip son Disney y Towill, (2001, 2002, 
2003a, 2003b, 2004a, 2004b, 2004c). El primero, realizó su tesis doctoral sobre la 
metodología VMI: Virtual Managed Inventory (2001), ampliando posteriormente el estudio 
del efecto bullwhip desde el punto de vista de la teoría de control, junto con otros autores (ver 
Disney y Grubbstrom (2004), Chiderhouse et al. (2004), Dejonckheere et al. (2004), Disney et 
al. (2004), Hosoda y Disney S. M. (2005)). 
 
En la estructura típica de distribución logística (Figura 1), el flujo de información no fluye 
aguas arriba entre todos los niveles, sino sólo entre cada dos niveles consecutivos (Sterman, 
1989). Algunos casos específicos, como cuando existe realimentación de la información de 
los puntos de venta a todos los niveles de la cadena de suministro, han sido estudiados con 
simulación (Mason-Jones, 1998) o con teoría de control y transformada z (Dejonckheere et. 
al., 2003). 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
   

CONSUMIDOR 

DETALLISTA 

MINORISTA 

MAYORISTA 

FABRICA 

Nivel 0, se producen los datos reales de demanda 

Nivel I, el Detallista que solo dispone de los datos que le transfiere el consumidor 

Nivel II, Minorista que tiene los datos de demanda que le transmite el detallista 

Nivel III, Mayorista que tiene los datos que le pasa el minorista 

Nivel IV, Fábrica que tiene los datos que le pasa el mayorista 

 
Figura 1. Cuatro escenarios de la cadena de suministros. 

 
 
En definitiva, las soluciones tradicionales al efecto bullwhip abarcan desde el uso de las 
tecnologías de la información para el intercambio de datos sobre la demanda, hasta la 
centralización del control de los inventarios, pasando por estrategias que retrasan la 
diferenciación de los productos a los últimos niveles de la cadena de suministro. 
 



1.2. Modelos multi-agentes para la disminución del efecto bullwhip.  
 
A diferencia de las soluciones tradicionales, la solución propuesta* en este artículo podría ser 
utilizada independientemente por los distintos miembros de la cadena, presentando las 
ventajas de la previsión de la demanda mediante algoritmos genéticos, la metodología de 
Box-Jenkins (1970) y el uso de medidores del efecto bullwhip, y la potencia de análisis de las 
redes neuronales artificiales y las herramientas de simulación, todo ello coordinado mediante 
sistemas multi-agente que añaden al conjunto capacidades de planificación, aprendizaje y 
comunicación (Figura 2 y Figura 3). 
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Figura 2. Modelo propuesto 
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Figura 2. Planificador-Simulador 

                                                 
* Este trabajo se deriva de la participación de sus autores en un proyecto de investigación financiado por la 
CECA, titulado “Optimization of stocks management and production scheduling by simulation of the 
Continuous Casting Rolling and Finishing departments (SIMUSTEEL)”. 



 
En la figura 4 se representa el esquema general de multi-agentes para la cadena de suministro 
en estudio. Se debe de entender que el concepto de agente se aplicará, además de a un 
algoritmo genético, para utilizar otra información proveniente de otras herramientas, para 
decidir en conjunto cuanto se debe pedir, tener en stock, etc. Estas herramientas podrían ser, 
por ejemplo,  redes neuronales, Box-Jenkins u otros métodos para hacer previsiones, o 
herramientas de simulación para validar los envíos o recepciones u obtener reglas. Además la 
utilización de la arquitectura Corba permite resolver el algoritmo genético en diferentes 
plataformas, y el lenguaje KQML permite la comunicación entre los agentes, pudiendo llegar 
a acuerdos sobre cuanto enviar, pedir, etc. 
 

 
Figura 4. Red con 4 niveles. 

 
2. Algoritmos genéticos. 
 
El esquema evolutivo del ciclo típico de un Algoritmo Genético (Figura 5) es el siguiente, 
partiendo de una población inicial de N posibles soluciones del problema propuesto, siendo N 
el tamaño de la población. En este caso, un elemento de la población tomaría la forma (1): 
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donde k indica el nivel de la cadena de suministro; en nuestro caso n llega a cuatro. El índice, 
que varía de 1 a M, será las diferentes características que queramos medir en un determinado 
nivel como puede ser el stock inicial, lo que se pide, etc. Y el índice en el que varía L 
representa los periodos temporales.  



 
En general, el conjunto de genes (elementos) para cada cromosoma (individuo) es 
seleccionado del siguiente modo: 
 
- El primer gen es seleccionado al azar. 
- Posteriormente el resto de genes son también elegidos al azar pero de tal forma que 
verifiquen las restricciones de la demanda del modelo. A continuación se efectúa una 
comprobación para verificar si se cumplen las condiciones de parada. 
 
Después se hace la selección de la población N, eligiendo solamente N*G elementos, siendo 
G el índice de cruce. Serán seleccionados los N*G elementos de la población que presenten 
un valor de f (función de fitness) más alto. En la etapa reproductiva se efectúan operaciones 
de cruce y de mutación. La operación de cruce es lineal; de este modo, se elige dos padres (p1 
y p2) de tamaño N’ al azar y se generan dos hijos. El hijo con mejor “fitness” es seleccionado. 
 
Por otra parte, la operación de mutación (cuya frecuencia depende del parámetro M) consiste 
en el intercambio de dos componentes elegidas al azar de un hijo, también seleccionado al 
azar. La fase reproductiva, debe de aplicarse tantas veces como sea necesario para obtener (1-
G)*N hijos. 
 
Así tenemos Algoritmos Genéticos en cada nivel, con individuos binarios (0,1) modificados 
con el método de ruleta de 2 puntos, con un índice de cruce de 0,9, con un índice de mutación 
de 0,01 y 500 individuos. 
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Figura 5. Bucle de un algoritmo genético. 

 



A continuación (Figura 6) se presenta el pseudocódigo de las funciones de fitness para cada 
nivel. 
 

DETALLISTA 
sub fitdetall { 
     w = .5+rand(0:1); 
     media=0; 
     for z (p-1..período actual p){ # bucle desde z=p-1 hasta z=p 
         x=demanda[z]-invfdetall[z]+rstockdetall[z]; 
         y = abs(w*x);     # valor absoluto 
         media += y;       # acumulado 
     } 
     detall=media/2;  # lo que pide al minorista 
     return 1/detall;  # cuanto menos, mejor por eso se toma la inversa} 
MINORISTA 
sub fitmino { 
     w = .5+rand(0:1); 
     media=0; 
     for z (p-1..p){ 
         x=pidedetall[z]-invfmino[z]+rstockmino[z]; 
         y = abs(w*(x+detall)/2); 
         media += y; 
     } 
     mino=media/2; 
     return 1/mino; 
} 
MAYORISTA 
sub fitmayo { 
     w = .5+rand(0:1); 
     media=0; 
     for z (p-1..p){ 
         x=pidemino[z]-invfmayo[z]+rstockmayo[z]; 
         y = abs(w*(x+detall)/2); 
         media += y; 
     } 
     mayor=media/2; 
     return 1/mayor; 
} 
FABRICA 
sub fitfabr { 
     w = .5+rand(0:1); 
     media=0; 
     for z (p-1..p){ 
         x=pidemayo[z]-invffabr[z]+rstockfabr[z]; 
         y = abs(w*(x+detall)/2); 
         media += y; 
     } 
     proc=media/2; 
     return 1/proc; 
}  

Figura 6. Pseudocódigo de las funciones de fitness para cada nivel. 
 
En la tabla 1 se representa cómo se introducen los datos de partida para el Algoritmo Genético 
que se propone. Los resultados se ampliarán en el último apartado donde se describen las 



aplicaciones numéricas, dichos datos provienen del ejemplo del juego de la cerveza de 
Sterman (1989).  
 

Tabla 1. Introducción de los datos de partida para el Algoritmo Genético. 
PERIODO 1 Periodo 2 Periodo 3 Periodo 4 PERIODO 5 

Demanda de 1  = 95 80 80 85 Demanda de 5  = 90 

     

Inv. inicial detalle 1 = 100 95 80 65 Inv. inicial detalle 5  = 40 

Sirve detallista 1 = 95 80 80 65 Sirve detallista 5  = 40 

Rotura de stock 1  =    20 Rotura de stock 5  = 50 

Inv. Final detalle 1  = 5 15 0 0 Inv. final detalle 5  = 0 

Pide detallista 1  = 90 65 80 85 Pide detallista 5  = 90 

     

Inv. inicial minor. 1  = 100 90 65 40 Inv. inicial minor. 5  = 60 

Sirve minorista 1  = 90 65 65 40 Sirve minorista 5  = 60 

Rotura de stock 1  =   15 45 Rotura de stock 5 = 30 

Inv. final minor. 1  = 10 25 0 0 Inv. final minor. 5  = 0 

Pide minorista 1  = 80 40 80 85 Pide minorista 5  = 90 

     

Inv. inicial mayor. 1 = 100 80 40 60 Inv. inicial mayor. 5  = 80 

Sirve mayorista 1  = 80 40 40 60 Sirve mayorista 5  = 80 

Rotura de stock 1  =   40 25 Rotura de stock 5 = 10 

Inv. final mayorista 1 = 20 40 0 0 Inv. final mayorista 5 = 0 

Pide mayorista 1  = 60 0 80 85 Pide mayorista 5  = 90 

     

Inv. inicial fábrica 1  = 100 60 60 80 Inv. inicial fábrica 5  = 85 

Sirve fábrica 1  = 60 0 60 80 Sirve fábrica 5  = 85 

Rotura de stock 1  =   20 5 Rotura de stock 5 = 5 

Inv. final fábrica 1  = 40 60 0 0 Inv. final fábrica 5  = 0 

Procesa fábrica 1  = 20 0 80 85 Procesa fábrica 5  = 90 

 
Y en la tabla 2 se presenta la solución después de utilizar el algoritmo llamado 1-1 (Sterman 
1989) y el Algoritmo Genético que se ha presentado. En este caso se tiene el resultado con 10 
datos. Puede comprobarse que en este caso, las soluciones que dan ambos algoritmos son 
similares y con elevados niveles de error. 
 

Tabla 2. Soluciones del algoritmo 1-1 y del algoritmo genético. 
INVENTARIOS FINALES, CASO 1-1 INVENTARIOS FINALES, CASO GA 
  
Media demanda 86 Media demanda 86 
Máximo 95 mínimo 80 Máximo 95 mínimo 80 
Varianza demanda 34 Varianza demanda 34 
  
Media detallista 4 Media detallista 6 
Máximo 15 mínimo 0 Máximo 25 mínimo 0 
Varianza detallista 34 Varianza detallista 94 
  
Media minorista 7 Media minorista 8.8 
Máximo 25 mínimo 0 Máximo 44 mínimo 0 
Varianza minorista 96 Varianza minorista 309.76 
  



Media mayorista 12 Media mayorista 25 
Máximo 40 mínimo 0 Máximo 85 mínimo 0 
Varianza mayorista 256 Varianza mayorista 1140 
  
Media fábrica 20 Media fábrica 39.8 
Máximo 60 mínimo 0 Máximo 75 mínimo 0 
Varianza fábrica 640 Varianza fábrica 879.76 
  
Media procesamiento 55 Media procesamiento 113.4 
Máximo 90 mínimo 0 Máximo 199 mínimo 20 
Varianza procesamiento 1400 Varianza procesamiento 5195.44 
  
ROTURA DE STOCK TOTAL 95 ROTURA DE STOCK TOTAL 31 

 
La tabla 2 será el punto de partida del agente para decidir como planifica sus envíos, los 
niveles de stock, etc. Esta información también la tendrán los diferentes miembros de la 
cadena de suministro y como cada uno conoce sus costes reales (para resolver el algoritmo 
genético no se han utilizado costes, como se puede ver en las funciones de fitness) decidirá lo 
que más le convenga. 
 
Se puede adelantar aquí que los resultados mediocres que se presentan en la tabla 2, son 
ampliamente mejorados en otras ejecuciones, o cuando se superan los 20 datos.  
 
Recientemente muchos autores han utilizado la ecuación siguiente (2) como medida del efecto 
látigo, donde ORATE se refiere a los pedidos de los ofertantes (minoristas fabrica etc. en 
general en este artículo se tomará la fábrica ya que es la mas alejada del consumidor y este 
coeficiente es mayor), y CONS representa las ventas del consumidor final. 
 

 
CONS

ORATE

CONS

CONS

ORATE

ORATE

ORATERV 2

2

2

2

σ
σ

µ
σ

µ
σ

==  (2)  

 
Con el siguiente ratio de variación RV (3), se pueden medir fácilmente las fluctuaciones en el 
inventario real. 
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El software utilizado fue el lenguaje Perl (versión 5.8.6) que soporta tanto programación 
procedural como orientada a objetos, y cuyo intérprete se puede ejecutar en otros sistemas. De 
este programa se han utilizado subrutinas de algoritmos genéticos en Linux. Además se 
utiñizaó la arquitectura Corba, que surge del consorcio Object Management Group Inc. 
(htttp://www.omg.org) fundado en 1989, con motivo del desarrollo de estándares para la 
reutilización, portabilidad e interoperatividad de software de objetos en entornos heterogéneos 
y distribuidos. Este consorcio creo una arquitectura llamada OMA (Object Managment 
Arquitecture), del cual Corba es una parte. Al construirlo de esta forma ha permitido que esta 
arquitectura pueda ser ejecutada en cualquier plataforma. 
 



3. Resultados numéricos.  
 
A continuación se presentan las pruebas realizadas numéricamente y gráficamente. El 
hardware empleado fue un PC CPU AMD Duron 800 Mhz 512 Mb RAM, y el software 
empleado: Sistema Operativo: Linux Debian; perl v5.8.4 (con los paquetes de AI (inteligencia 
artificial)::Genetic, Bundle::Math::Random); gnuplot v4.0, y prototipo Perl propio de 
algoritmos genético. Además se realizaron simulaciones con Arena 8.0 en un ordenador con 
Sistema Opertativo Windows XP para ilustrar y comprobar algunos cálculos (Figuras 7 y 8). 
 

 
Figura 7. Simulación en Arena 8.0 de cadena de suministro. 

 

 
Figura 8. Prototipo de simulación en Arena 8.0 de red de suministro. 



 
Ahora se detallan numéricamente algunas pruebas realizadas utilizando como simulador de la 
demanda una distribución Normal, se puede notar la mejora en la varianza al aplicar los 
algoritmos genéticos (tabla 3) aunque en general este método es bastante lento, y en un 
procesador de AMD Duron de 800Mhz puede tardar más de 30 minutos en una resolución de 
20 períodos, este tiempo no es constante sino que puede haber gran diferencia con otra 
resolución en las mismas condiciones. El tiempo de resolución del Modelo 1-1 es como cabría 
esperar despreciable. 
 
En la tabla 3, se presentan por columnas los siguientes valores: Los diferentes tipos de series. 
El número de casos utilizado en cada una de ellas. El tipo de modelo utilizado, que pueden ser 
dos: el de equilibrar (el llamado Modelo 1-1), o el algoritmo genético AG. La columna 4 
representa las varianzas de la demanda de la fábrica y del consumidor final. La quinta es el 
tiempo que se tardo en encontrar la solución con un ordenador normal. La última columna es 
el medidor del efecto látigo RVORATE. 
 

Tabla 3. Comparación entre el modelo 1-1 y AG1. 

Serie 
Número 

de 
casos 

Modelo 
CONS

ORATE
2

2

σ
σ

 Tiempo 
CONS

ORATE
ORATERV 2

2

σ
σ

=  

Modelo1-1 17.652,16 1 ms N(85,10) 
Prueba 1 

10 
 AG1 609,89 25 minutos 

28,9 

Modelo1-1 13.536,16 1 ms N(85,10) 
Prueba 2 

15 
 AG1 2.536,81 20 minutos 

5,3 

Modelo1-1 16.175,61 1 ms N(85,10) 
Prueba 3 

25 
 AG1 6.410,81 22 minutos 

2,5 

Modelo1-1 21.716,64 1 ms N(85,10) 
Prueba 1 

10 
 AG1 1.930,06 18 minutos 

11,2 

Modelo1-1 7.909,84 1 ms N(85,5) 
Prueba 4 

20 
 AG1 1.127,44 8 minutos 

7,01 

Modelo1-1 2.223,49 1 ms N(85,1) 
Prueba 5 

20 
 AG1 996,09 5 minutos 

2,23 

Modelo1-1 1.805,98 1 ms N(85,0.5) 
Prueba 6 

10 
 AG1 987,59 2 minutos 

1,82 

Modelo1-1 32.648,21 1 ms N(85,15) 
Prueba 7 

20 
 AG1 2.613,84 40 minutos 

12,49 

 
Como se puede ver el resultado presentado en la tabla 3, demuestra la eficacia del algoritmo 
genético frente al modelo 1-1, en todos los casos; además cuando la σ es pequeña, por 
ejemplo 0,5, la varianza de los dos modelos es también pequeña pero siempre superior la del 
modelo sin inteligencia. El medidor del efecto látigo es de 28,9 para la prueba 1 y de 1,82 
para la prueba 6.  
 
En las gráficas siguientes se presenta la evolución de la demanda con los dos métodos, prueba 
1 y 6 (Graficas 1 y 2, Gráficas 3 y 4). En la prueba 1, la varianza es mucho mayor, no 
obstante el suavizado que realiza el Algoritmo Genético es espectacular (Gráficas 1 y 2) ya 
que en algunos puntos, baja a producciones cercanas a las 0 unidades cuando la demanda real 
es de aproximadamente 100, y el AG no supera las 110 unidades. 
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Gráfica 1. Demanda de todos los niveles con el método 1-1, con una N(85,10). 
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Gráfica 2. Demanda de todos los niveles con el AG, con una N(85,10). 

 
 

Demanda

0

100

200

300

400

500

0 2 4 6 8 10 12

Período

D
em

an
da

DemCons
PideDet
PideMin
PideMay
ProcesaFab

 
Gráfica 3. Demanda de todos los niveles con el método 1-1, con una N(85,0.5). 

 
 

Demanda

0

25
50

75
100

125

150
175

200

0 2 4 6 8 10 1

Período

De
ma

nda
s

2

DemCons
PideDet
PideMin
PideMay
ProcesaFab

 
Gráfica 4. Demanda de todos los niveles con el AG, con una N(85,0.5). 

 



En la tabla 4 se presentan los resultados de los dos métodos Modelo 1-1, o AG (como en la 
mayoría de los cálculos es mejor el genético).  
 

Tabla 4. Resultados en la reducción del efecto bullwhip. 
Modelo 1-1 Algoritmo genético 
Media fábrica 20.9 Media fábrica 21 
Máximo 100 mínimo 0 Máximo 90 mínimo 0 
Varianza fábrica 1028.89 Varianza fábrica 906 

Inv. inicial fábr.   10 = 96 
Sirve fábrica        10 = 95 

Rotura de stock   10 = 
Inv. final fábr.     10 = 1 
Procesa fábrica   10 = 94 

 
 
4. Conclusiones. 
 
El presente trabajo presenta una aplicación de la metodología multi-agente para disminuir el 
efecto bullwhip en una red de suministro. Una parte de los agentes es un algoritmo genético, 
que se ejecuta en varias plataformas diferentes y que según los métodos de previsión que le 
resulten más adecuado tomará la decisión de fabricar enviar o recibir determinadas cantidades 
de producto. Se ha planteado el caso de cuatro niveles de cadena de suministro y se ha 
comprobado que se disminuye el efecto bullwhip al utilizar herramientas avanzadas de 
previsión.  
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